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Technische Systeme basieren auf dem Zusam-
menspiel ihrer Bauteile, die über ihre Nutzungs-
zeit Abnutzungen erfahren. Die Lebensdauer 
eines Systems ist i. d. R. durch die Lebensdau-
er seiner Bauteile bedingt. Die Bauteillebens-
dauer wird basierend auf den betrieblichen 
Belastungen, die oftmals durch Erfahrungs-
werte ergänzt werden, nach entsprechenden 
Auslegungsvorschriften und Richtlinien (DIN, 
VDI etc.) ausgelegt. Die Rahmenbedingungen 
und Störeinflüsse in der Nutzungsphase führen 
häufig zu nicht planbaren Abnutzungen von 
Bauteilen, die zu einer Funktionseinschrän-
kung und Beendigung der Nutzungsdauer 
führen können. Dies erfordert eine Überwa-
chung des Bauteilzustands im Betrieb, um die 
reale Restnutzungsdauer näherungsweise zu 
bestimmen. Während einige Bauteile die be-
triebsbedingten Belastungen möglicherweise 
unbeschadet ertragen, können sie bei anderen 
Bauteilen zum Ausfall führen. Dies führt zu di-

rekten Konsequenzen für das übergeordnete 
System (Maschine, Anlage etc.). Bei der Über-
wachung eines technischen Systems ist der 
Fokus auf die funktions- und ausfallkritischen 
Bauteile zu legen. Funktionskritisch bedeu-
tet, dass das Bauteil für die Funktionalität des 
Systems unabdingbar ist, während ausfallkri-
tisch sich auf den Umstand bezieht, dass die 
Nutzungsdauer des Bauteils im System erfah-
rungsgemäß begrenzt ist. Langzeittests beim 
Rolltorhersteller haben in dem Kontext erge-
ben, dass bspw. die Metallfedern, der Zahnrie-
men und die Haltegurte primär für einen Aus-
fall verantwortlich sind (Bild 2).

Ein Ziel von Predictive Maintenance besteht 
darin, die Nutzungsdauer von technischen Sys-
temen zu maximieren. Dies wird ermöglicht, 
indem einzelne Bauteilzustände erfasst und 
bewertet werden, wodurch Instandhaltungs-
maßnahmen frühzeitig geplant und Bautei-
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le rechtzeitig vor ihrem Ausfall ausgetauscht 
werden können. Zugleich wird ein verfrühter 
Bauteilaustausch vermieden, der zu einem er-
höhten Ressourcen- bzw. Materialverbrauch 
führt. Die Zustandserfassung erfolgt durch die 
Erhebung physikalischer Messwerte mittels 
Sensoren, die an oder in der Nähe der zu un-
tersuchenden Bauteilen angebracht werden. 
In Predictive Maintenance-Ansätzen kommen 
hierfür häufig festinstallierte Sensoren zum 
Einsatz, die in den zu überwachenden Syste-
men integriert sind. Der hier vorgestellte An-
satz ermöglicht hingegen eine sensorgestützte 
Zustandsbestimmung technischer Systeme, 
die über keine integrierte Sensorik verfügen. 
Das wird durch die Verwendung eines flexiblen 
und mobilen Sensorik-Toolkits ermöglicht. Die-
ser Ansatz ist bspw. für technische Systeme ge-
eignet, bei denen die Integration von Sensoren 
wirtschaftlich unvorteilhaft ist. Zudem kann 
die Einführung von Predictive Maintenan-
ce-Konzepten für bestehende technische Sys-
teme erleichtert werden, da die nachträgliche 
Integration von Sensoren vermieden werden 
kann. Zusätzlich zu den erfassten Messwer-
ten bedarf es eines einfach anpassbaren Pro-
gnosetools für die tatsächliche Bestimmung 
der Bauteilrestnutzungsdauern. Hierfür wird 
ein Machine Learning-Ansatz entwickelt, der 
die Abnutzungsvorgänge von verschiedenen 
technischen Systemen erfasst und darauf ba-
sierende Prognosen erstellt. 

Auslegung von Systemkomponen-
ten

Bestimmte Bauteile werden von ihren Herstel-
lern mit normierten und somit vergleichbaren 
Lebensdauerangaben versehen. Wälzlager 
werden bspw. mit einer nominellen Lebens-
dauer in Millionen Umdrehungen versehen, 
die von einem bestimmten Anteil (z. B. 90 %) 
einer genügend großen Menge gleicher La-
ger erreicht oder überschritten wird, bevor 
erste Anzeichen einer Werkstoffermüdung 
auftreten. Die Auslegung der meisten anderen 

Bauteile erfolgt durch die Bestimmung eines 
Sicherheitsbeiwerts der angibt, in wieweit die 
Bauteile mit den vorgegebenen Belastungen 
von zulässigen Werkstoffkennwerten entfernt 
sind. Anschließend werden die Bauteile in 
technischen Systemen verbaut, und allgemei-
ne Funktionstests beschließen eine Auslegung. 
Eine genaue Bestimmung der Lebensdauer 
von Anlagen oder Maschinen kann über Lang-
zeittests erfolgen. 

Vorgehensmodell zur Zustands 
bestimmung

Die Prognose der Restnutzungsdauer von 
Bauteilen technischer Systeme erfordert die 
Bestimmung ihres aktuellen Zustands, anlie-
gender Belastungen und vorherrschenden 
Umgebungseinflüsse. Entsprechend wurde der 
Ansatz entwickelt, über Bauteilbelastungen, 
Abnutzungsarten sowie die Identifizierung 
und Überwachung relevanter Parameter eine 
indirekte Zustandsbeschreibung umzusetzen.

Lastzyklen von Bauteilen

Belastungen von Bauteilen im Betrieb sind sel-
ten konstant. Sie treten meist dynamisch und 
zeitabhängig ohne feste Reihenfolge (z. B. als 
schwingende Belastung) auf. Bei der Lebens-
dauerbetrachtung können Lastkollektive über 
die Schadensakkumulationstheorie von Palm-
gren und Miner bei der Lebensdauerbetrach-
tung einfließen. Diese besagt, dass Belastungs-
stufen die höher als die Dauerfestigkeit sind 
zur Abnutzung des Bauteils führen [1].

Klassifizierung von Abnutzungsarten 
bei Bauteilen

Zu Beginn seiner Lebensdauer weißt ein tech-
nisches System eine bestimmte Leistungsfä-
higkeit auf. Diese basiert auf der stofflich-tech-
nischen Beschaffenheit, welche wiederum 
auf physikalischen, chemischen und anderen 
Merkmalen beruht. Durch Prozessbedingun-
gen, Umgebungseinflüsse und außergewöhn-
liche Einwirkungen wird die Leistungsfähigkeit 
der Anlage beeinträchtigt, wobei von techni-
scher Abnutzung gesprochen wird [2]. 

Eine Unterteilung der Abnutzungsarten von 
Bauteilen kann Bild 1 entnommen werden.

In dem vorgestellten Beitrag werden aus-
schließlich die regulären Abnutzungen be-
trachtet, da diese im Gegensatz zu den 
außergewöhnlichen, zufallsbedingten Abnut-
zungsvorfällen einer messbaren Verteilung 
zuzuordnen sind und durch Merkmale bemes-

Bild 1: Unterscheidung von 
Abnutzungsarten [2].
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sen bzw. frühzeitig detektiert werden können. 
Verschleiß bezeichnet den fortschreitenden 
Materialverlust an der Oberfläche eines festen 
Körpers, hervorgerufen durch mechanische 
Ursachen. Korrosion bedeutet die Zerstörung 
der Werkstoffoberfläche durch chemische oder 
elektrochemische Reaktion mit seiner Umge-
bung. Die Materialermüdung beschreibt die 
Minderung der Werkstofffestigkeit in Abhän-
gigkeit der Größe und Richtung ständig wech-
selnder Beanspruchung. Die inneren Vorgänge 
im Werkstoffgefüge eines Bauteils, die unab-
hängig von seiner Beanspruchung erfolgen 
und zur Abnutzung führen, fallen unter die 
Bezeichnung Alterung. Für die Ermittlung des 
Ist-Zustands eines Bauteils, welches bereits 
Lastzyklen ausgesetzt war, müssen die ggf. vor-
gefallenen technischen Abnutzungen betrach-
tet werden (Bild 2).

Die generische Betrachtung von technischer 
Abnutzung bildet die Basis einer Zustandsbe-
schreibung, die unabhängig von der Bauteilart 
ist. Demnach ergibt sich der Ist-Zustand eines 
Bauteils grundsätzlich aus dem neuwertigen 
Zustand abzüglich der Summe der beschriebe-
nen Abnutzungen. 

Identifizierung relevanter Einfluss-
größen 

Für jede der vorgestellten Abnutzungsarten 
lassen sich unterschiedliche Einflussgrößen 
identifizieren, welche zur Bauteilabnutzung 
beitragen. Mithilfe der statistischen Versuch-
splanung (Design of Experiments) können 
bereits bekannte Einflussgrößen in Versuchen 
gezielt eingebracht werden, während andere 
Einflussgrößen erst mithilfe von Versuchen zu 
identifizieren sind. Bei den Versuchen wird die 
Frage beantwortet, welche Wirkungsart und 
Wirkungshöhe die Einflussgrößen auf das Er-
gebnis, d. h. die Bau-
teillebensdauer ha-
ben. Im Vorfeld wird 
das zu untersuchende 
System abgegrenzt 
und festgelegt, wel-
che potenziellen Ein-
flussgrößen innerhalb 
des Systems liegen 
und im Versuch ge-
zielt verändert wer-
den können [3-4]. 

Beispielsweise wur-
den für die Lebens-
dauerbest immung 
von Zahnriemen von 
einem Hersteller u. a. 

Bild 2: Darstellung der 
kritischen Bauteile im neu-

wertigen Zustand und nach 
Eintritt der beschriebenen 

Abnutzungsarten.

Gurt, Feder, Riemen Gurt Feder Feder Riemen

KorrosionVerschleiß Materialermüdung AlterungNeuwertig

die Temperatur, Riemenlänge, Zahnradgröße, 
Vorspannung, Drehzahl und Nennbelastung 
als wesentliche Einflussgrößen identifiziert [5]. 

Bei der Auswertung der Versuche werden die 
Auswirkungen der Einflussgrößen und ihre 
Wechselwirkungen auf die Bauteilabnutzung 
sowie die Restlebensdauer untersucht und 
quantifiziert. Die Zusammenhänge geben Aus-
kunft über die Art und Intensität der Abnut-
zung, in Abhängigkeit von der Intensität der 
Einflussgröße. Zudem werden die Merkmale 
festgehalten, anhand derer die Einflussgrößen 
und ihre Auswirkungen identifiziert werden 
können. Hierbei lässt sich eine Gleichung auf-
stellen, die zwar nicht die zugrundeliegenden 
physikalischen Vorgänge erklärt, jedoch die 
Zusammenhänge darstellt. 

Sensorik zur Überwachung der  
Einflussgrößen

Die Merkmale der zuvor identifizierten Ein-
flussgrößen werden als Messgrößen erfasst. 
Die Änderungen der erfassten Messgrößen 
lassen sich direkt oder indirekt auf eine Abnut-
zung der Bauteile zurückführen. Beispielsweise 
kann die steigende Intensität einer Messgröße 
(z. B. Temperatur) auf eine steigende Abnut-
zung (z. B. Materialabtrag durch Reibung) an 
einem Bauteil hindeuten. 

Für den Ansatz der temporären Messungen 
ohne festinstallierte Sensoren, wird ein Senso-
rik-Toolkit entwickelt, dessen Sensoren flexibel 
und nicht-invasiv an bzw. in der Nähe von kri-
tischen Bauteilen verschiedener technischer 
Systeme zeitweise angebracht werden. Die 
physikalischen Größen, die mithilfe der Sen-
soren erfasst werden, sind auf die jeweiligen 
Maschinenelemente anzupassen, sodass ver-
schiedene Arten von technischen Systemen 
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untersucht werden können. Um den Abnut-
zungsgrad und damit die Restlebensdauer der 
Bauteile aus den erfassten Messgrößen zu be-
stimmen, ist zusätzlich die Anwendung eines 
Prognosemodells erforderlich [6]. 

Ansatz für ein Prognosemodell 

Die Bestimmung der Bauteilrestlebensdauern 
soll auf Basis der Bauteildaten und den be-
kannten Zusammenhängen bzgl. der Abnut-
zung innerhalb eines technischen Systems er-
folgen. Zudem werden Prognosen potenzieller 
Abnutzungsverläufe miteinbezogen. Hierfür 
ist die Analyse und Auswertung der erfassten 
Daten notwendig. Diese werden, gemäß dem 
hier vorgestellten Ansatz, nur während eines 
begrenzten Zeitraums erhoben. Das Modell 
leitet den Ist-Zustand aus den erfassten Daten 
des zu untersuchenden Systems als auch aus 
den zuvor identifizierten Einflussgrößen ab. 
Damit die Bestimmung der Bauteilrestlebens-
dauer möglichst genau erfolgen kann, müssen 
zudem die Lastzyklen berücksichtigt werden. 
Dabei beeinflusst die aktuelle Belastung der 
Bauteile den weiteren Abnutzungsverlauf. Die 
Restnutzungsdauer wird als ein Zeitintervall 
angegeben, um die frühzeitige Planung von 
Instandhaltungsmaßnahmen zu ermöglichen. 
Dadurch wird der Ausfall kritischer Bauteile 
und den damit einhergehenden Systemausfall 
verhindert. Bild 3 veranschaulicht das beschrie-
bene Vorgehen des Prognosemodells. 

Machine Learning-Ansatz basierend 
auf dem Prognosemodell 

Machine Learning ist ein Teilbereich der künstli-
chen Intelligenz (KI) mit dem Fokus auf selbstän-
diges Lernen. In Bild 4 ist der Ansatz des Super-
vised (Überwachtes) Machine Learning für die 
Bestimmung der Restnutzungsdauer kritischer 
Bauteile dargestellt [7]. Den Datenbestand für 
das Anlernen des Modells liefert die ausge-
wählte Sensorik, die den Zustand der Bauteile 
in regelmäßigen Abständen erfasst. Die einge-
setzten Algorithmen identifizieren Zusammen-
hänge und unbekannte Muster aus den vorlie-
genden Datenbeständen. Durch das erlangte 
Wissen bezüglich der Abnutzung von Bauteilen 
ist die Bewertung der Ergebnisse möglich und 
damit eine Qualitätskontrolle des Modells ge-
währleistet. Das Modell ist in der Lage den er-
fassten Zustand der Bauteile zu bewerten und 
eine Restlebensdauer zu prognostizieren. 

Zusammenfassung

Dieser Beitrag beschreibt einen Predictive Main-
tenance-Ansatz für die Lebensdauerbestim-
mung von Bauteilen in technischen Systemen. 
Als Grundlage hierfür werden Lastzyklen und 
unterschiedliche Bauteilabnutzungsarten be-
trachtet. Anschließend erfolgt in statistischen 
Versuchen eine Untersuchung der Bauteil- 
abnutzung, anhand derer die für die Abnut-
zungen relevanten Einflussgrößen und deren 
Merkmale identifiziert werden. Die Erfassung 
der relevanten Merkmale an den zu überwa-
chenden Bauteilen findet nicht kontinuierlich 
durch festinstallierte Sensoren statt, sondern 
durch zeitdiskrete Messungen mit einem flexib-
len Sensorik-Toolkit. Zur Bewertung der Restle-
bensdauer wird ein Machine Learning-Progno-
semodell eingesetzt, welches über Wissen bzgl. 
der Abnutzungsmerkmale, deren Wirkung und 
Wechselwirkungen verfügt. Das Prognosemo-
dell ermittelt die wahrscheinliche Restlebens-
dauer der Bauteile, wodurch frühzeitig Instand-
haltungsmaßnahmen geplant werden können. 
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Bild 4: Supervised Machine Learning für die Be-
stimmung der Restlebensdauer der Bauteile.
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